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Аннотация. В статье рассматриваются проблемы и ограничения наивной (простой) реализации Retrieval-Augmented 

Generation (RAG) – подхода, объединяющего генеративные нейронные сети с внешним поиском по базе знаний. Несмотря на 
значительный прогресс в области больших языковых моделей (LLM), их зависимость от статических данных приводит к 
устареванию знаний и генерации недостоверной информации. RAG решает данную проблему, дополняя процесс генерации 
результатами поиска релевантных документов в проиндексированной базе знаний, однако наивная версия данного метода 
сталкивается с рядом теоретических и практических ограничений. В работе анализируются ключевые уязвимости RAG-
архитектуры: ошибки поиска, потери релевантных фрагментов, ограничения одновекторных эмбеддингов и некорректная 
интеграция контекста при генерации. Особое внимание уделяется теоретическим пределам одновекторных представлений, 
снижающим полноту поиска в больших базах данных. Рассматриваются современные методы преодоления описанных 

проблем – гибридная архитектура поиска, механизмы постобработки и реранжирования, а также многовекторные модели 
индексации. В статье сделан акцент на необходимости перехода от простых реализаций RAG к продвинутым архитектурам, 
сочетающим точность, масштабируемость и качество генерируемого контента.  
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Abstract.  The article examines the problems and limitations of the naive implementation of Retrieval-Augmented Generation (RAG), 
an approach that combines generative neural networks with external knowledge retrieval. Despite the significant progress in large 
language models (LLMs), their reliance on static training data leads to outdated knowledge and the generation of unreliable information. 
RAG addresses this issue by augmenting the generation process with retrieved results from an indexed knowledge base; however,  the 
naive version of this method faces several theoretical and practical constraints. The paper analyzes key vulnerabilities of RAG 
architectures, including retrieval errors, loss of relevant fragments, limitations of single-vector embeddings, and incorrect integration 

of context during generation. Particular attention is given to the theoretical limits of single-vector representations, which reduce 
retrieval completeness in large databases. The study also reviews modern methods for overcoming these challenges, such as hybrid 
retrieval architectures, post-processing and re-ranking mechanisms, and multi-vector indexing models. The article emphasizes the 
necessity of moving from simple RAG implementations toward advanced architectures that combine accuracy, scalability, and high-
quality content generation. 
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1. Введение 

Крупные языковые модели (Large Language Models, LLM) [1], такие как GPT, Claude, 

Gemini, значительно преобразили область искусственного интеллекта (ИИ) благодаря своей 

способности генерировать текст, похожий на человеческий, и выполнять сложные 

многоступенчатые задачи обработки естественного языка (Natural Language Processing, NLP). 

Популярность и развитие такого способа языкового моделирования стимулировали инновации 

в самых разных областях, включая чат-ботов, автоматизированное создание контента и 

машинный перевод.  

Однако, несмотря на эти успехи и быстрый прогресс, LLM сталкиваются с 

существенными ограничениями из-за зависимости от статических данных, использованных 

при обучении. Это часто приводит к генерации неактуальных и устаревших данных, 

галлюцинациям [2] и неспособности адаптироваться к динамичным, изменяющимся условиям 

среды.  

Перспективным решение вышеперечисленных проблем стало объединение методики 

генерации, дополненной результатами поиска (Retrieval-Augmented Generation, RAG), и 

генеративных возможностей LLM.  

1.1. Определение RAG 

RAG-модель объединяет параметрическую память языковой модели (весовые 

параметры обученной нейронной сети) с непараметрической памятью (внешняя база знаний) 

[3]. Например, в классическом RAG-подходе параметрическая часть – это трансформерная 

нейросетевая модель [4], а непараметрическая – это векторный индекс документов, созданный 

нейросетевым энкодером. 

Архитектура RAG-систем включает три ключевых элемента (рисунок 1): 

 Поиск (Retrieval): отвечает за запрос данных из внешних источников. Современные 

поисковые модули используют плотный векторный поиск и трансформерные модели 

для повышения точности и семантической релевантности. 

 Дополнение (Augmentation): обрабатывает найденные данные, выделяя и резюмируя 

наиболее значимую информацию в контексте исходного запроса. 

 Генерация (Generation): объединяет извлечённые данные с предобученными знаниями 

нейронной сети, чтобы сгенерировать связный и контекстуально уместный ответ. 
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Рисунок 1. Ключевые компоненты архитектуры RAG. 

 На практике это означает: сначала поисковая система по входному запросу извлекает 

K наиболее релевантных фрагментов текста, затем их содержимое вместе с запросом 

передаётся генератору для вывода ответа. 

Такой подход позволяет динамически дополнять LLM фактами и контекстом из базы 

знаний, тем самым решая две проблемы классических LLM: борьбу с галлюцинациями и 

невозможность обновлять знания без переобучения. 

Для поиска релевантных фрагментов в RAG применяется семантический поиск, 

основанный на сравнении смысловых представлений текстов [5], и показывающий 

значительный прирост качества поиска по сравнению с традиционными статистическими 

методами (TF-IDF). И запрос, и документ преобразуются нейросетевым энкодером в числовые 

вектора – эмбеддинги, отражающие их значение в общем пространстве. Затем измеряется 

косинусное сходство (уравнение 1) между этими эмбеддингами, что позволяет находить 

тексты близкие по смыслу, даже если формулировки различаются. 

 𝑠𝑖𝑚(𝐴, 𝐵) = cos 𝜃 =  
𝐴∗𝐵

‖𝐴‖‖𝐵‖
 (1) 

1.2. Цель исследования 

Цель обзора – выделить типичные проблемы простой (наивной) реализации RAG, 

выявленные в исследованиях, и обсудить стратегии их решения. Мы рассмотрим 

фундаментальные ограничения одного векторного поиска, реальные «точки отказа» систем, а 

также практические методы улучшения качества их работы.  

2. Фундаментальные ограничения наивного RAG 

Наивный или простой RAG (Naive RAG) [6] представляет собой базовую реализацию 

Retrieval-Augmented Generation. На рисунке 2 показан простой двухэтапный рабочий процесс 

«поиск–чтение» наивного RAG, основанный на семантическом поиске, и использовании 

статических наборов данных. Эти системы применяют простые методы поиска для извлечения 
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документов из статических датасетов. Найденные документы затем используются для 

усиления генеративных возможностей языковой модели. 

 

 

Рисунок 2. Схема работы наивного RAG. 

Наивный RAG отличается простотой реализации, что делает его подходящим для задач, 

связанных с фактологическими запросами, где контекстная сложность минимальна. Однако 

он имеет ряд существенных недостатков, о которых речь пойдёт далее. 

2.1. Практические проблемы 

Практика показывает, что проблемы могут возникнуть на нескольких этапах RAG-

процесса (рисунок 3). 

 

Рисунок 3. Схема RAG-пайплайна и потенциальных проблем. 

Исследователями было выделено семь основных «точек отказа» RAG-систем [7]: 

 Отсутствие контента: нужной информации нет в базе – система попросту не может дать 

нужный ответ. 
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 Пропущенный релевантный документ: ответ содержится в базе, но релевантный 

фрагмент не попал в топ релевантных при поиске. Это важно, так как по соображениям 

производительности система обычно берет ограниченное число ближайших векторов. 

 Не включен в контекст: релевантный текст нашелся при поиске, но затем при 

формировании запроса к генератору этот фрагмент был отброшен (например, из-за 

ограничения максимальной длины/кол-ва фрагментов). 

 Неправильный формат или избыточность: генеративная модель игнорирует инструкции, 

возвращает неполные или слишком общие ответы. Это уже специфика каждой 

конкретной LLM, но ухудшает качество полного цикла RAG. 

 Неполный ответ: ответ в целом есть, но некоторые детали пропущены, даже если они 

были в извлеченном контексте. 

 Не извлечено: ответ присутствует в контексте, но LLM не смогла его извлечь. Зачастую 

происходит из-за избыточного шума или противоречивой информации в полученном 

тексте. 

 Неправильная конкретика: ответ сгенерирован, но он либо недостаточно конкретен, 

либо чрезмерно детализирован и не соответствует запросу пользователя.  

Эти наблюдения показывают, что недостатки на каждом этапе процесса могут 

аккумулироваться. Например, если фрагмент ответа очень длинный, он может быть не 

полностью отдан генератору из-за ограничения размера контекста модели. Либо LLM может 

не заметить нужную информацию, если в контексте слишком много шума и нерелевантного 

текста.  

2.2. Теоретические пределы одновекторных эмбеддингов 

Одновекторное семантическое представление (документ и запрос кодируются одним 

эмбеддингом) имеет доказанные теоретические пределы [8]. Исследователи из Google в своей 

новой статье показали, что количество различных наборов документов, которые можно 

вернуть как релевантные запросу, ограничено размерностью эмбеддинга. 

Даже самые современные модели с большими размерностями вектором (более 4096) не 

могут представить все возможные комбинации для реальных задач. Эксперименты 

показывают, что для корпуса из 500 тысяч документов потребуется вектор размерностью 

более 500, а для миллиона документов – свыше 700. При этом в реальных RAG-системах часто 
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встречаются сложные запросы с логическими операторами, для которых недостаточно 

одновекторного представления. 

Особенно показательны результаты на специально созданном датасете LIMIT, где даже 

для тривиальных запросов современные энкодеры демонстрируют катастрофически низкую 

точность. В этом наборе данных каждый документ представляет собой простое утверждение 

о предпочтениях человека, а задача системы – находить всех людей с заданным 

предпочтением. Несмотря на элементарную структуру запросов и отсутствие лексической 

сложности, показатели полноты поиска у всех моделей редко превышают 20%. 

Фундаментальное ограничение одновекторного подхода заключается не в методах 

обучения или данных, а в неспособности отражать сложные взаимосвязи между документами 

при масштабировании системы. 

Таким образом, простой RAG, основанный на одном эмбеддинге, обречен на ошибки 

поиска: релевантный текст может быть не извлечен вовсе или оказаться неучтенным при 

ответе. Эти теоретические ограничения необходимо учитывать, планируя систему: либо 

увеличивать размерность, либо придумывать обходные решения (см. дальше). 

3. Методы улучшения RAG-систем 

RAG-системы развиваются во множестве ключевых направлений, наиболее активно 

исследуются методы, позволяющие улучшить качество поиска, релевантность контекста и 

согласованность итогового вывода [9-11]. 

3.1. Гибридные подходы 

Одно из популярных решений – объединить традиционный статистический подход 

(BM25, TF-IDF) с семантическим векторным (SBERT). Тексты, релевантные по ключевым 

словам, будут найдены BM25, а близкие по смыслу – семантическим поиском. Такой гибрид 

обычно обеспечивает более полное покрытие: исследования показывают, что энкодеры 

семантических эмбеддингов хорошо дополняют BM25. Это снижает риск пропустить 

документ, в котором ключевое слово оказалось неочевидно для эмбеддинга. 

3.2. Пост-обработка и реранкинг 

Вторым этапом после первой выдачи применяются механизмы фильтрации и 

переоценки релевантности – реранжирования (reranking): отобранные фрагменты повторно 
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оценивают более мощными моделями. Это снижает шум первичного поиска и повышает 

точность контекста, передаваемого генератору. Также практикуется проверка самого 

сгенерированного ответа. Например, все факты обеспечиваются ссылками на найденные 

документы. Исследования показывают, что такие техники значительно повышают точность 

ответов, особенно когда на вход подается множество потенциальных источников. 

3.3. Адаптивные и многовекторные индексы 

Чтобы преодолеть ограничения одновекторного поиска, современные системы 

используют специализированное обучение на задаче поиска или индексируют каждый 

документ несколькими эмбеддингами, отражающими разные аспекты. При запросе система 

может получить несколько векторных совпадений для разных частей документа, что 

увеличивает вероятность обнаружить нужную информацию. 

Каждый из перечисленных методов имеет свои компромиссы: например, гибридный 

поиск увеличивает сложность инфраструктуры, реранкинг – вычислительную нагрузку. Тем 

не менее, их использование решает многие проблемы наивного RAG, обеспечивая более 

полные и точные ответы. 

4. Заключение 

Retrieval-Augmented Generation – мощный подход, расширяющий возможности 

языковых моделей за счет внешних знаний. Однако простой (наивный) RAG сталкивается с 

рядом ограничений: теоретически число вариантов ответов ограничено размером эмбеддинга, 

а на практике возможны сбои на разных этапах. В статье описаны основные проблемы и 

предложены подходы их решения. 

В будущих исследованиях важно детально сравнивать эти подходы по эффективности 

и стоимости, а также искать новые методы, обходящие фундаментальные пределы наивной 

реализации.  
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